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2부: 뉴럴네트워크의트레이닝방식
자료및발표: DLI Ambassador 박제윤

딥러닝의 기초
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데이터준비 (DATA PREPARATION)
배열(벡터)을통한 입력

- 데이터 준비 (Data preparation)
- 데이터 평탄화 (Flattening)
- 데이터 정규화 (Normalizing)
- 범주형 인코딩 (Categorical encoding)

28

28
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데이터준비 (DATA PREPARATION)
배열(벡터)을통한 입력

28

28 [0,0,0,24,75,184,185,78,32,55,0,0,0…]

1) Flattening: 28x28 이미지를 길이가 784x1 인 배열로 만들음

784



8

데이터준비 (DATA PREPARATION)
배열(벡터)을통한 입력

2) Normalizing: 픽셀의 최대값인 255로 나누어 데이터를 0-1 사이로 정규화

- 학습시간이 줄어들고 local minimum에 빠질 가능성이 낮아짐

[0,0,0,24,75,184,185,78,32,55,0,0,0…] / 255

784



9

데이터준비 (DATA PREPARATION)
배열(벡터)을통한 입력

3) Categorical encoding: (1) Label encoding, and (2) One-hot encoding

3-1) Label encoding: 레이블에 숫자를 할당해주는 레이블링 방식

- 언제 쓸까? → 레이블 순서 의미를 넣고 싶을때

- 다시말해, 레이블 순서의 의미가 없어야 되는 task는
쓰면 안됨

- e.g.) MNIST task에서 5를맞출때 4라고 대답하는게 9라고
대답한 것보다 낫다고 할 수 있을까?
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데이터준비 (DATA PREPARATION)
배열(벡터)을통한 입력

3) Categorical encoding: (1) Label encoding, and (2) One-hot encoding

3-2) One-hot encoding: 데이터의 연속성 및 순서정보를 없애기 위해 하나의
값만 1을 가지고 나머지는 모두 0을 가지는 벡터형 데이터

- 1의위치가 어느범주에 속하는지 의미할 수 있음
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데이터준비 (DATA PREPARATION)
범주형(categorical)으로 타깃팅

0 [1,0,0,0,0,0,0,0,0,0] 

1 [0,1,0,0,0,0,0,0,0,0] 

2 [0,0,1,0,0,0,0,0,0,0] 

3 [0,0,0,1,0,0,0,0,0,0] 
.
.
.
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트레이닝되지않은모델

[ 0, 0, …, 0]

…                 …                 …

…                 …                 …

(784,)

(512,)

(512,)

(10,)

레이어
크기
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시작하겠습니다!

1) 01_mnist.ipynb
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뉴런의 학습 과정
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뉴런의학습 과정
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뉴런의학습 과정
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뉴런의학습 과정
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뉴런의학습 과정
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뉴런의학습 과정
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손실곡선 (THE LOSS CURVE)
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손실곡선 (THE LOSS CURVE)
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손실곡선 (THE LOSS CURVE)

기존
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손실곡선 (THE LOSS CURVE)
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손실곡선 (THE LOSS CURVE)
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λ: 학습률
(Learning 

rate)

전체데이터세트로모델업데이트에포크
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전체데이터세트중특정샘플배치 (Batch)
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손실곡선 (THE LOSS CURVE)

타깃
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옵티마이저 (OPTIMIZERS)

손실 – 모멘텀옵티마이저
Loss – Momentum Optimizer

• Adam

• Adagrad

• RMSprop

• SGD
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뉴런에서 네트워크로
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Detour: Deep Learning

1. 퍼셉트론 ≫ decision boundary 
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2. More complex decision boundary (not linearly separable)

Detour: Deep Learning
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네트워크구축

• 더많은변수로의확장

w2w1
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네트워크구축

• 더많은변수로의확장

• 뉴런들간의연결
w6w5

w1

w2
x1 x2w3

w4
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네트워크구축

• 더많은변수로의확장

• 뉴런들간의연결

• 모든회귀가 선형이면
출력결과도 선형회귀

w6w5

w1

w2
x1 x2w3

w4
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활성화 함수
ACTIVATION FUNCTIONS
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활성화함수 (ACTIVATION FUNCTIONS)

Linear(선형) Sigmoid(시그모이드)
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- 활성화 함수란? 활성화 함수를 사용하는 이유는?

활성화함수 (ACTIVATION FUNCTIONS)
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- 활성화 함수란? 활성화 함수를 사용하는 이유는?

- 앞에서 나왔던 XOR 문제등을 풀기위해

ℎ = 𝑊𝑋 + 𝑏

라고 표현되는 hidden layer에 nonlinearity정보를
넣어주기 위해 사용함

활성화함수 (ACTIVATION FUNCTIONS)
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활성화함수 (ACTIVATION FUNCTIONS)

Linear(선형) Sigmoid(시그모이드)
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활성화함수 (ACTIVATION FUNCTIONS)

Linear(선형)
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- 활성화 함수로 선형함수를 쓰면 안되는 이유?
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활성화함수 (ACTIVATION FUNCTIONS)

Linear(선형)
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ො𝑦 = 𝑤𝑥 + 𝑏

- 활성화 함수로 선형함수를 쓰면 안되는 이유?

1) 여러 층으로 된모델을 하나의 층만으로도
나타낼 수 있기 때문

e.g.) 𝑦 = 𝑤 𝑤 𝑤𝑥 + 𝑏 + 𝑏 = 𝑤′𝑥 + 𝑏′

2) 따라서 층을 쌓는 혜택을 얻고 싶다면 activation
function은 반드시 nonlinear 함수를 사용해야함
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활성화함수 (ACTIVATION FUNCTIONS)

Linear(선형) Sigmoid(시그모이드)
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활성화함수 (ACTIVATION FUNCTIONS)

Linear(선형) Sigmoid(시그모이드)ReLU
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활성화함수 (ACTIVATION FUNCTIONS)
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과적합
OVERFITTING



48

과적합 (OVERFITTING)
거대한 뉴럴네트워크를구축하면 되지않을까?
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어떤추세선이더나은가?
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어떤추세선이더나은가?
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트레이닝 데이터와 검증 데이터 비교

트레이닝데이터 (Training data)

•학습해야하는모델의핵심데이터세트

검증데이터 (Validation data)

•정말로이해하는지(일반화가능한지)를확인하기위한모

델의새데이터

과적합 (Overfitting) ↔ Underfitting

•모델이트레이닝데이터에대한좋은성능을보이지만검

증데이터는그렇지못함(암기의증거)

•정확도및손실이두데이터세트간에유사해야이상적임

암기 회피(Avoid memorization)
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Q) Overfitting은 어디서
발생했을까요?
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트레이닝 데이터와 검증 데이터 비교

트레이닝데이터 (Training data)

•학습해야하는모델의핵심데이터세트

검증데이터 (Validation data)

•정말로이해하는지(일반화가능한지)를확인하기위한모

델의새데이터

과적합 (Overfitting) ↔ Underfitting

•모델이트레이닝데이터에대한좋은성능을보이지만검

증데이터는그렇지못함(암기의증거)

•정확도및손실이두데이터세트간에유사해야이상적임
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1) Bias-Variance Decomposition

2) Bias-Variance Trade-off

- Overfitting과 Bias-Variance trade-off가
어떤 관계가 있을까?

더읽을거리

https://ratsgo.github.io/machine learning/2017/05/19/biasvar/
http://scott.fortmann-roe.com/docs/BiasVariance.html
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회귀에서 분류로
FROM REGRESSION TO 

CLASSIFICATION
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- Regression → MSE

- Classification → Cross-entropy

왜?????????? (수식적으로 설명할 수 있어야됨)

MSE VS. CROSS-ENTROPY
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연습문제
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MNIST 모델

(784,)

(512,)

(512,)

(10,)

ReLU

Softmax

레이어
크기

(Layer
Size)

ReLU

[ 0, 0, …, 0]

…                 …                 …

…                 …                 …



59

연습문제
미국 수화 알파벳



60

시작하겠습니다!

2) 02_asl.ipynb
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감사합니다

https://jeiyoon.github.io/

https://jeiyoon.github.io/
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컴퓨터가미적분에대한편법을사용할수있도록돕기

부록: 그래디언트 하강법



에러를통한학습

𝑀𝑆𝐸 =
1

𝑛
σ𝑖=1
𝑛 (𝑦 − ො𝑦)2 =

1

𝑛
σ𝑖=1
𝑛 (𝑦 − (𝑚𝑥 + 𝑏))2

𝑀𝑆𝐸 =
1

2
((3 − (𝑚 1 + 𝑏))2 + (5 − (𝑚 2 + 𝑏))2)

𝜕𝑀𝑆𝐸

𝜕𝑚
= 9𝑚 + 5𝑏 − 23

𝜕𝑀𝑆𝐸

𝜕𝑏
= 5𝑚 + 3𝑏 − 13

𝑚 = −1

b = 5𝜕𝑀𝑆𝐸

𝜕𝑚
= −7

𝜕𝑀𝑆𝐸

𝜕𝑏
= −3
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손실곡선 (THE LOSS CURVE)
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손실곡선 (THE LOSS CURVE)
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= −3

m ∶= m − λ
𝜕𝑀𝑆𝐸

𝜕𝑚

b ≔ 𝑏 − λ
𝜕𝑀𝑆𝐸

𝜕𝑏
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손실곡선 (THE LOSS CURVE)
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손실곡선 (THE LOSS CURVE)

타깃
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= −3

m ∶= m − λ
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손실곡선 (THE LOSS CURVE)

타깃

16

0

m ≔ −1 − 7 λ = −1.7

b ≔ 5 − 3 λ = 5.3

λ = .1
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𝐿𝑜𝑠𝑠 = −(𝑡 𝑥 ∙ log(𝑝 𝑥 + 1 − 𝑡 𝑥 ∙ log 1 − 𝑝(𝑥) )

𝑡 𝑥 = 𝑡𝑎𝑟𝑔𝑒𝑡 ( 1 𝑖𝑓 𝑇𝑟𝑢𝑒, 0 𝑖𝑓 𝐹𝑎𝑙𝑠𝑒)

𝑝 𝑥 = 𝑝𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 𝑝𝑟𝑒𝑑𝑖𝑐𝑡𝑖𝑜𝑛 𝑜𝑓 𝑝𝑜𝑖𝑛𝑡 𝑥
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